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Abstrak

Churn prediction adalah suatu cara untuk memprediksi pelanggan yang berpotensial untuk churn. Data
mining khususnya klasifikasi tampaknya dapat menjadi salah satu alternatif solusi dalam membuat model churn
prediction yang akurat. Namun hasil klasifikasi menjadi tidak akurat disebabkan karena data churn bersifat
imbalance. Kelas data menjadi tidak stabil karena data akan lebih condong ke bagian data yang memiliki
komposisi data yang lebih besar. Salah satu cara untuk menangani permasalahan ini adalah dengan
memodifikasi dataset yang digunakan atau yang lebih dikenal dengan metode resampling. Teknik resampling ini
meliputi over-sampling, under-sampling, dan combined-sampling. Metode Ensemble of SVM (EnSVM)
diharapkan dapat meminimalisir kesalahan klasifikasi kelas mayor dan minor yang dihasilkan oleh classifier
SVM tunggal. Dalam penelitian ini akan dicoba untuk memadukan combined sampling dan EnSVM untuk churn
prediction. Pengujian dilakukan dengan membandingkan hasil klasifikasi CombinedSampling-EnSVM dengan
SMOTE-SVM (perpaduan oversampling-SVM) dan pure-SVM. Hasil pengujian menunjukkan bahwa metode
CombinedSampling-EnSVM secara umum hanya mampu menghasilkan performansi Gini Index yang lebih baik
daripada metode SMOTE-SVM dan tanpa resampling (pure-SVM).

Kata kunci: churn prediction, imbalance, combined sampling, ensemble, SVM, performansi.

1. PENDAHULUAN

Perkembangan teknologi telekomunikasi yang
semakin  pesat mendorong  berkembangnya
perusahaan-perusahaan telekomunikasi selular seperti
CDMA dan GSM. Semakin banyaknya perusahaan ini
maka akan menyebabkan semakin maraknya
persaingan diantara perusahaan telekomunikasi untuk

- menarik pelanggan sebanyak-banyaknya

Churn prediction pada

telekomunikasi merupakan upaya
memprediksi/mengklasifikasi pelanggan jasa
telekomunikasi yang berhenti atau berpindah
berlangganan dari suatu operator ke operator yang
lain. Kasus churn merupakan permasalahan utama
yang sering dihadapi oleh para perusahaan
telekomunikasi karena akan berpengaruh terhadap
revenue yang didapatkan oleh perusahaan tersebut.
Oleh karena itu, perlu adanya suatu model prediksi
yang akurat sehingga dapat memprediksi pelanggan
yang akan churn.

~ Permasalahan yang ada pada data churn yaitu
imbalance class, yang berarti adanya kelas mayor dan
kelas minor (rare event). “Churn merupakan kelas

r karena biasanya untuk setiap bulannya Rata-

chumn pada suatu perusahaan telekomunikasi

pelanggan

sekitar 1,8% dari seluruh pelanggan yang ada atau
bahkan lebih sedikit lagi (Lemmens)”.

Untuk itulah maka dibangun suatu sistem data
mining untuk memprediksi churn (churn prediction)
yang dapat memprediksi (mengklasifikasi) apakah
seorang pelanggan berpotensi melakukan churn atau
tidak.

Untuk mengatasi permasalahan imbalance pada
data churn, dapat digunakan metode Synthetic
Minority Over-sampling Technique (SMOTE). Namun
teknik ini masih memiliki kelemahan [17]. Untuk
mengurangi kelemahan yang ada pada teknik ini,
maka pada perangkat lunak churn prediction ini,
proses 'sampling menggunakan teknik Combined
Sampling yang diharapkan dapat meningkatkan
akurasi kelas minor dan mayor [8].

Metode Ensemble of SVM (EnSVM) adalah
kumpulan N buah SVM yang dilatih secara individu
terhadap N dataset yang telah diproses sebelumnya
(preprocessing) dan hasil prediksi akhir dihasilkan
dengan menggabungkan hasil dari masing-masing
SVM [9]. Dengan metode Combined Sampling dan
ensemble tersebut diharapkan dapat meminimalisir
kesalahan klasifikasi kelas mayor dan minor yang
dihasilkan oleh classifier tunggal. Penelitian ini
bertujuan untuk membangun suatu perangkat lunak
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alternatif churn predition yang dapat digunakan untuk
memprediksi (mengklasifikasikan)  pelanggan-
pelanggan yang (berpotensi) melakukan churn pada
kasus perusahaan telekomunikasi, serta
mengimplementasikan teknik Combined Sampling
pada tahap sampling dari metode EnSVM, serta
mengimplementasikan pada perangkat lunak metode
pure-SVM, SMOTE-SVM, dan CombinedSampling-
EnSVM. Pada akhir penelitian, akan dilakukan
pengujian dengan membandingkan dan menganalisis
performansi terhadap metode pure-SVM, SMOTE-
SVM, dan CombinedSampling-EnSVM.

2. SUPPORT VECTORE MACHINE (SVYM)

Konsep dasar SVM adalah bagaimana
menemukan atau mencari fungsi pemisah atau
hyperplane terbaik yang memisahkan dua kelas pada
input space atau ruang input [2, 4,6,7,9,13,15].
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Gambar 1. Ilustrasi pemisahan kelas dengan berbagai pilihan
hyperplane

Problem klasifikasi dapat diterjemahkan dengan usaha
menemukan hyperplane yang memisahkan antara
kedua kelompok (+1 dan -1). Salah satu alternatif
hyperplane adalah hyperplane B2, dan berbagai
alternatif hyperplane yang lain diilustrasikan pada
gambar 1. Hyperplane terbaik antara kedua kelas
dapat ditemukan dengan mencari margin hyperplane
terbesar. Tujuan dari usaha ini adalah untuk
meningkatkan probabilitas pengelompokan secara
benar pada data festing. Margin disini adalah jarak
antara titik terdekat dari masing-masing kelas terhadap
hyperplane. Dengan kata lain task SVM adalah
bagaimana menemukan hyperplane yang terletak tepat
ditengah-tengah diantara dua titik terdekat dari dua
kelompok kelas yang berbeda tersebut
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Gambar 2: Tlustrasi pemisahan kelas hyperplane terbaik dengan
margin terbesar dan support vector-nya.

Pada gambar 2a diatas, margin hyperplane Bl
lebih besar daripada margin hyperplane B2. Sehingga
maximum margin hyperplane (MMH) [7] atau optimal
separating hyperplane (OSM) [2] pada contoh kasus
diatas adalah hyperplane B1. Titik-titik paling dekat
ini disebut dengan Support Vectors (SV) seperti yang
diilustrasikan dengan titik elips pada gambar 2-b.

Jika data dinotasikan sebagai X € R, dan label dari
masing-masing kelas dinotasikan dengan
y; € {-1,+1} untuk i = 1,2,..., /, di mana / adalah

banyaknya jumlah data. Dengan asumsi bahwa kedua
kelas dapat terpisah secara sempurna oleh hyperplane
dengan dimensi d, maka hyperplane dapat dinotasikan
sebagai berikut [12]:
wx+b=0 (1)
Karena hyperplane membagi dua lokasi
berdasarkan kelas masing-masing, maka untuk sampel

X, yang termasuk kelas negatif (-1) dan positif (+1)

masing-masing memenuhi pertidaksamaan
[4,6,7,10,12,16]:
WX, +b<-I )
WX, +b=+1 3)

Sehingga kedua margin yang sama tersebut dapat
dihitung dengan cara mengurangi persamaan (3)
dengan (2) sebagai berikut [10]:
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(SYNTHETIC MINORITY OVER-
ECHNIQUE)

'E melakukan sejumlah over-sampling
s-masing instance kelas minor dengan
instance sintetis (synthetic instances)
di sepanjang  garis yang
nya dengan salah satu dari k-Nearest
‘minor. Tergantung pada jumlah over-
diinginkan, tetangga dari k-Nearest
h secara random [1,3]. Misalkan, k
jumlah over-sampling (T) dipilih
h data (P), maka SMOTE pertama-
3 dari 5 tetangga terdekat secara
membuat  instance  baru
garis yang menghubungkan instance
as vya secara random. Jadi, ada
ru untuk setiap P instance awal.
yat dilihat pada gambar 3.

O kelas mayor

© kelas minor

@ data synthetic
dari kelas minor

Gambar 34. Ilustrasi SMOTE

2.3 Combined Sampling

" Teknik Combined Sampling disini dilakukan
dengan cara sebagai berikut: pertama, melakukan
over-sampling dengan menggunakan teknik SMOTE
pada kelas minor hingga pada tingkat tertentu (T).
Kedua, melakukan under-sampling yang masing-
masing didapatkan dengan melakukan under-sampling
kelas mayor dengan teknik bootstrap sampai
jumlah/tingkat yang sama dengan kelas minor. Ketiga,
menggabungkan hasil over-sampling dan under-
sampling tersebut.

4. ENSEMBLE OF SVM (EnSVM)

Metode Ensemble of SVM (EnSVM) adalah
kumpulan N buah SVM yang dilatih (training) secara
individu terhadap N dataset yang telah diproses
sebelumnya (preprocessing) dan hasil prediksi atau
Klasifikasi akhir dihasilkan dengan menggabungkan
hasil (voting) dari masing-masing SVM.

Over-sampling (SMOTE:

Gambar 4. llustrasi EnSVM

Gambaran tentang EnSVM dapat dilihat pada gambar
4,

4. PARAMETER EVALUASI PERFORMANSI

4.1. Evaluasi performansi imbalance class:

Untuk mengukur performansi suatu classifier
dalam data mining biasanya dengan menggunakan
confusion matrix atau matriks evaluasi:

Positive Negative

Positive TP (True FN (False

- Positive) Negative)
5 Nasative FP (False TN (True
' Positive) Negative)

Evaluasi performansi imbalance class:

recall(r)= _'I_P_I}J—Fﬁ
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4.2. Evaluasi Performansi Churn Prediction :

Top decile 10% merupakan akurasi yang lebih
memfokuskan pada 10% riskiest segment yaitu fokus
kepada sekumpulan customer sebanyak 10 % dari
keseluruhan customer yang memiliki probabilitas

churn yang paling tinggi.
TopDecile = Ziow

Keterangan
#10% : prosentase churner yang berada pada
riskiest segment
7 : prosentase churner pada keseluruhan
customer
Dalam gini coefficient, tidak hanya segmen
pelanggan tertinggi yang diperhitungkan, namun
semua pelanggan yang telah diprediksi, baik churn
ataupun loyal.

Gini = (E)i (v, =v;)

i=1

Dimana: n = jumlah pelanggan, v,= persentase

churner yang memiliki propensity prediksi untuk
melakukan churn lebih besar atau sama dengan data

customer ke-i, dan ﬁf= persentase customer yang

memiliki propensity prediksi untuk melakukan churn
lebih besar atau sama dengan data customer ke-i.

5. DATASET YANG DIGUNAKAN DAN
SKENARIO PENGUJIAN
5.1. Dataset

Penelitian ini mengambil studi kasus data
(dataset) yaitu pelanggan Data Telekomunikasi (DT)
yaitu data sample pelanggan di suatu perusahaan
telekomunikasi di Indonesia (kasus dataset [5]). Data
Telekomunikasi merupakan data sample pelanggan
dari suatu perusahaan telekomunikasi di kota di
Indonesia yang merupakan data real (data active dan
data churn). Dataset memiliki 23 atribut (seperti yang
terdapat Lampiran B-1) dimana satu record mewakili
satu pelanggan, jumlah record atau instance 48.384
record, dimana 48.009 record berkelas active (non
churn) dan 375 record berkelas churn. Ini berarti rasio
imbalance data sekitar 128:1. Data churn pada dataset
DT ini bersifat voluntary churn. Sebelum digunakan
pada perangkat lunak, data ini telah mengalami
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beberapa proses preprocessing dengan bantuan
Clementine,

5.2. Skenario pengujian

Pengujian dan analisis pada perangkat lunak
ini dilakukan pada kesepuluh versi dari dataset
Masing-masing versi data training di-train dengan
menggunakan ketiga metode yaitu pure-SVM,
SMOTE-SVM dan  CombinedSampling-EnSVM
dengan suatu input parameter SVM yang sama.
Parameter SVM yang digunakan pada setiap training
di sini, antara lain Tipe Kernel = Gaussian RBF, C =
10, dan Gamma RBF = 0.1. Alasan pemilihan kemnel
RBF adalah karena kernel ini dianjurkan untuk dipakai
sebagai pilihan utama [9]. Selain itu kernel RBF
secara umum mampu bekerja dan memberikan hasil
performansi yang lebih baik jika dibandingkan dengan
kernel umum yang lain dengan mengatur setting:
parameter masukan yang tepat [13]. Sedangkan
parameter C = 10 merupakan parameter yang terbaik
digunakan pada permasalahan dataset yang besar,
imbalance dan kelas biner [14]. Nilai » = 0.1 dipilih

untuk mendapatkan O (sigma adalah nilai ukuran
jarijari  “hyperball” untuk Kklasifikasi  yang
mengelilingi data [13]) yang lebih besar.

Pada skenario uji metode SMOTE-SVM dan
CombinedSampling-EnSVM, input jumlah over-
sampling (T) pada parameter SMOTE yang ingin
ditambahkan pada masing-masing versi data training
dilakukan secara bertahap mulai dari tingkat terkecil
sampai tingkat terbesar (jumlah kelas mayor dan
minor pada masing-masing versi data tersebut
balance). Jadi, pada kedua metode ini, pengujian
dilakukan beberapa kali (tepatnya lima tingkat over-
sampling) hingga data balance. Input jumlah k yang
digunakan adalah 5. Alasannya adalah agar data
sintetis yang dihasilkan masih memiliki similarity
yang tidak jauh berbeda dengan data minor acuannya.
Selain itu, nilai tersebut merupakan nilai yang
digunakan pada referensi asli SMOTE [3). Sedangkan
input jumlah N di-se selalu sama dengan 10
(maksimal) agar dapat mewakili distribusi seluruh
data mayor/negatif yang ada pada setiap versi data
training.

Beberapa macam data untuk pengujian adalah
sebagai berikut :

e PURE : tanpa dilakukan sampling

e SMOTE2500 : diterapkan SMOTE jumlah data
minor 2500

e SMOTES5000: diterapkan SMOTE jumlah data
minor 5000

e SMOTE7500: diterapkan SMOTE jumlah data
minor 7500

e SMOTE10000: diterapkan SMOTE jumlah data
minor 10000

e SMOTEMAX : diterapkan SMOTE jumlah data
seimbang dengan data mayor

e SMOTE2500EN10 diterapkan SMOTE-
Ensemble, jumlah data minor 2500
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000EN10 : diterapkan SMOTE-
, jumlah data minor 5000
'E7500EN10 diterapkan SMOTE-
ble, jumlah data minor 7500
[E10000EN10 : diterapkan SMOTE-
ble, jumlah data minor 10000
AXEN10 : diterapkan SMOTE-

ble, jumlah data minor seimbang dengan

PENGUJIAN

Pengujian dan Analisis Imbalance Class
asi performansi imbalance class rata-rata
uh hasil uji pada Data Telekomunikasi
t dilihat pada gambar 5.

Evaluasi Imbalance Class Rata-Rata DT
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Gambar 5. Evaluasi imbalance class DT

gambar 5 diatas, dapat dilihat bahwa nilai recall
yang terbaik (0.35) dihasilkan oleh - teknik
yaitu SMOTE2500EN10. Hal ini
n dengan nilai recall yang terbaik dan
yang dihasilkan pada kesepuluh hasil uji
yang diuraikan sebelumnya. Karena nilai g-
_ i oleh sensitivity/recall dan spes;ﬁc:ly
ilai g-mean rata-rata terbaik (0. 55285) juga
oleh teknik SMOTE2500EN10 juga.
ar 5 diatas, dapat dilihat juga bahwa nilai
rata-rata terbaik (0.10462) dihasilkan oleh
re. Hal ini disebabkan karena kebanyakan
pada kesepuluh versi selalu menghasilkan
ision terbaik, walaupun beberapa nilai
dihasilkan oleh teknik SMOTE yaitu
dan SMOTEMax. Karena nilai F-
sangat dipengaruhi oleh precision, maka
‘menghasilkan precision rata-rata terbaik
pur menghasﬂkan F-measure rata-rata

ujian dan Analisis Churn Prediction
ngujian pada DT untuk evaluasi
rediction rata-rata dapat dilihat

Evaluasi Churn Prediction Rata-Rata DT
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Gambar 6. Evaluasi churn prediction DT

Karena pada tingkat over-sampling yang sama,
seluruh teknik Ensemble memiliki nilai Gini Index
rata-rata yang lebih baik dari teknik SMOTE dan
seluruh teknik SMOTE lebih baik dari pure. Maka
dapat dikatakan bahwa pada DT dalam hal
performansi Gini Index secara umum, teknik
Ensemble menghasilkan performansi yang lebih baik
dari teknik SMOTE dan teknik SMOTE lebih baik
dari teknik pure.

Sebaliknya pada tingkat over-sampling yang sama,
seluruh teknik SMOTE memiliki nilai Top Decile rata-
rata yang lebih baik dari Ensemble, dan seluruh teknik
Ensemble lebih baik dari pure. Maka dapat dikatakan
bahwa pada DT dalam hal performansi Top Decile
secara umum, teknik SMOTE menghasilkan
performansi yang lebih baik dari teknik Ensemble dan
teknik Ensemble lebih baik dari teknik pure.

7. KESIMPULAN
Kesimpulan yang dapat diambil pada penelitian
ini adalah:

1. Teknik Ensemble secara umum belum dapat
meningkatkan akurasi kelas minor (F-measure).

2. Dilihat dari F-measure, teknik pure menghasilkan
performansi yang lebih baik dari teknik SMOTE
dan teknik SMOTE lebih baik dari teknik
Ensemble.

3. Dalam hal precision dan F-measure, nilai
.precision umumnya sangat mempengaruhi nilai
F-measure (dari nilai recall) pada kedua jenis
data.

4. Dilihat dari Gini Index, teknik Ensemble
menghasilkan performansi yang lebih baik dari
teknik SMOTE dan teknik SMOTE lebih baik
dari teknik pure. Dalam hal performansi Top
Decile secara umum, teknik SMOTE
menghasilkan performansi yang lebih baik dari
teknik Ensemble dan teknik Ensemble lebih baik
dari teknik pure.

5. Suatu teknik sampling yang menghasilkan
performansi imbalance yang terbaik belum tentu

'menghasilkan performansi churn prediction yang
terbaik pula.

6. Tingkat over-sampling SMOTE dan Ensemble
yang semakin tinggi (balance) tidak menjamin
performansi (ukuran evaluasi) semakin baik.
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